
Ekonometria I (Wykład nr 6)

1 Założenia klasycznego modelu regresji liniowej.

Klasyczny model regresji liniowej, który jest kamieniem węgielnym większości teorii ekono-
metrycznych, przyjmuje 10 założeń. Najpierw omówimy te założenia w kontekście modelu
o dwóch zmiennych. Założenia dotyczące wielowymiarowych modeli regresji czyli modele, w
których występuje więcej niż jeden regresor omówimy w dalszej części wykładu.

Założenie 1. Liniowy model regresji. Model regresji ma parametry liniowe, czyli
następującą postać

Yi = β1 + β2Xi + ui

Założenie 2. Wartości X są ustalone w powtarzanym próbkowaniu. Wartości
przyjmowane przez regresor X są uważane za ustalone w powtarzanych próbkach. Mówiąc
bardziej technicznie, zakłada się, że X jest nielosowe.

Założenie 3. Zerowa wartość oczekiwana błędu. Pod warunkiem wartości X, war-
tość oczekiwana błędu ui jest równa zero. Formalnie oznacza to, że

E(ui|Xi) = 0

Założenie 4. Homoscedastyczność. Pod warunkiem wartości X, wariancja błędu ui
jest taka sam dla wszystkich obserwacji. Formalnie oznacza to, że

Var(ui|Xi) = E[ui − E(ui|Xi)]2

= E(u2i |Xi)
= σ2.

Założenie 5. Brak autokorelacji między błędami. Pod warunkiem wartości dwóch
obserwacji zmiennej X, Xi i Xj, dla i 6= j, korelacja między dwoma błędami ui i uj wynosi
zero. Symbolicznie,

Cov(ui, uj|Xi, Xj) = E {[ui − E(ui)]|Xi} {[uj − E(uj)]|Xj}
= E(ui|Xi)(uj|Xj)
= 0.



Założenie 6. Zerowa wartość kowariancji między ui a Xi lub E(uiXi) = 0. Formal-
nie,

Cov(ui, Xi) = E[ui − E(ui)][Xi − E(Xi)] = E[ui(Xi − E(Xi))], ponieważ E(ui) = 0
= E(uiXi)− E(Xi)E(ui),
= E(uiXi), ponieważ E(ui) = 0
= 0.

Założenie 7. Liczba obserwacji n musi być większa niż liczba parametry do
oszacowania. Alternatywnie liczba obserwacji n musi być większa niż liczba zmiennych
objaśniających plus jeden.

Założenie 8. Zmienność wartości X. Wartości zmiennej X w danej próbce nie mogą
być wszystkie takie same. Technicznie rzecz biorąc wariancja próbkową

s2 =
∑n
i=1(xi − x̄)2

n− 1
6= 0.

Założenie 9. Model regresji jest poprawnie określony. Alternatywnie nie ma błędu
specyfikacji modelu ani obciążenia błędu ui. w modelu stosowanym w analizie empirycznej.

Gdy rozpatrujemy model z więcej niż dwoma zmiennymi czyli modele regresji liniowej zawie-
rający kilka regresorów, dodajemy następujące założenie

Założenie 10. Nie ma doskonałej wieloliniowości. Oznacza to, że nie ma idealnego
liniowego związki między zmiennymi objaśniającymi.

Właściwości statystyczne estymatorów parametrów regresji liniowej wyznaczonych metodą
najmniejszych kwadratów są oparte na wymienionych powyżej założeniach. Założenia te po-
jawiają się również w ważnym i słynnym twierdzeniu Gaussa-Markowa.

1.1 Transformacja zmiennych.

W tej części wykładu zwrócimy uwagę na sytuacje, w których w sposób naturalny przyjete
założenia mogą być naruszone. W praktyce, przyjęnty przez nas model regresji liniowej jest
zwylke niepoprawny. Modele nieliniowe zwykle lepiej opisuja badane zjawisko. W niektórych
sytuacjach analizę modelu nieliniowego może sprowadzić do analizy odpowiednio dobranego
modelu liniowego. Jedno z ograniczeń analizy regresji liniowej jest pojawiająca się już nawet
w w samej jej nazwie, liniowość.



Regresję liniową możemy wykorzystać tylko do modeli, w których objaśniana zmienna zależy
od zmiennych objaśniająca w sposób liniowy, czyli na przykład ta zalezność jest postaci:

Y = β1 + β2X2 + β3X3 + β4X4. (1)

Równania takie jak

Y = β1 +
β2
X
, (2)

Y = β1 +Xβ2 , (3)

są nieliniowe. Jednak zarówno (2), jak i (3) pojawiają się w ekonometrii jako funkcje opisu-
jace krzywye Engela, podające związek między popytem na określony towar, Y, a dochodem,
X. Biorąc pod uwagę dane dotyczące Y i X, jak można oszacować parametry β1 i β2 w tych
równaniach? Pomimo, że oba te równania są nieliniowe można zastosować analizę regresji linio-
wej aby rozwiązać to zadanie. W przypadku równania(2) wystarczy przyjąć za nową zmienną
Z = 1

X
any otrzymac zleżność liniową

Y = β1 + β2Z.

Otrzymujemy w ten sposób model regresji liniowej i możemy dokonać metodą najmniejszych
kwadratów estymacji parametrów β1 i β2.

Przykład 1. Załóżmy, że badamy związek między rocznym spożyciem ziemniaków i rocznymi
dochodami. Obserwacje dla 10 gospodarstw domowych przedstawione są w tabeli 1.

Tablica 1. Spożycie ziemniaków w zależności od dochodów gospodarstwa domowego.

Gospodarstwo Y X Z
1 1.71 1 1.00
2 6.88 2 0.500
3 8.25 3 0.333
4 9.52 4 0.250
5 9.81 5 0.200
6 11.43 6 0.167
7 11.09 7 0.143
8 10.87 8 0.125
9 12.15 9 0.111
10 10.94 10 0.100

Obserwacje te wykreślono na rysunku 1, wraz z prostą regresji postaci:

Ŷ = 4, 62 + 0, 84X

dla której R2 = 0, 69 a odchylenia standardowe β1 i β2 równymi odpowiednio 1, 26 i 0, 20.



Rysunek 1: Spożycie ziemniaków w zależności od dochodów wraz z dopasowaną prostą regresji.

Rysunek 1 wyrażnie pokazuje, że prosta regresji nie opisuje obserwacji w zadawalajacy
sposób. W tym przypadku łatwo zauważyć, że związek między Y i X nie jest liniowy i zapro-
ponowany model opisujący dane został źle określony. Fakt niedopasowania zaproponowanego
modelu do danych mozna również zauważyc analizując reszty. Reszty powinny przyjmować
wartości losowe. Zamiast tego reszty w analizowanym w przykładzie reszty poczatkowo są
ujemne następnie przyjmuja wartosci dodatnie osiagaja maksimum po czym zaczynają po-
nownie maleć aby osiagnąć ponownie ujemne wartości. To powinno budzić nasze watpliwosci
co do poprawności modelu.

Tabela 2. Wartości spożycia ziemniaków dla poszczególnych gospodarstwdomowych wraz z
warościami dopasowanymi oraz resztami.

Gospodarstwo Y Ŷ e
1 1.71 5.46 –3.75
2 6.88 6.31 0.57
3 8.25 7.15 1.10
4 9.52 8.00 1.52
5 9.81 8.84 0.97
6 11.43 9.69 1.74
7 11.09 10.53 0.55
8 10.87 11.38 –0.51
9 12.15 12.22 –0.07
10 10.94 13.07 –2.13

Wartości Y i X w tym przykładzie tak naprawdę nie są rzeczywistymi danymi lecz zostały
wygenerowane przy użyciu techniki Monte Carlo. Podczas symulacji wykorzystano nastepującą
zależnośći między Y i X

Y = 12− 10
X

+ ε,

Zmienna X przyjmowałą watości od 1 do 10, a wartości składnika zakłócającego ε wygenero-
wano zgodnie z rozkładem normalnym ze średnią 0 i odchyleniem standardowym równym 0,5.
Jeśli to wiemy i zdefiniujemy Z = 1/X, równanie to stanie się równaniem liniowym. W tabeli



1 podana jest wartość zmiennej Z dla każdego gospodarstwa domowego. Estymując parametry
dla modelu Y = β1 + β2Z, otrzymujemy

Ŷ = 12, 48− 10, 99Z,

gdzie R2 = 0, 97 i dchylenia standardowe parametrów to odpowiednio 0, 26 i 0, 65.

Rysunek 2: Spożycie ziemniaków w zależności od odwrotności dochodów wraz z dopasowaną
prostą regresji.

Prowadzi to następującego dopasowania dla wyjściowego modelu

Ŷ = 12, 48− 10, 99
X

.

Rysunek 3: Spożycie ziemniaków w zależności od dochodów wraz z dopasowaną nieliniową
regresją.



1.2 Transformacje logarytmiczne.

Teraz zajmiemy się funkcją, która jest nieliniowa zarówno pod względem parametrów, jak i
zmiennych:

Y = β1X
β2 . (4)

Zauważmy, że logarytmujac obie strony równości (4) możemy dokonać linearyzacji zależności
i otrzymać zależność:

log Y = log β1 + β2 logX. (5)

Jeśli teraz przyjmiemy następujące oznaczenia Y ′ = log Y, Z + logX oraz β′1 = log β1 to
równość (5) przyjmie postać:

Y ′ = β′1 + β2Z.

Możemy teraz dokonać estymacji parametrów modelu (4) korzystając z regresji liniowej.
Inną często spotykaną w ekonometri zależnością pomiędzy zmienna objanianą i zmienną ob-
jaśniajacą jest postać zadana równaniem:

Y = β1 exp(β2X), (6)

gdzie β2 jest iterpretowane jako proporcionalna zmiana wartości Y w wyniku zmainy X o
jedną jednostkę. Zależność (6) można zlineatyzować do postaci

log Y = log β1 + β2X.

Uwaga. Jak dotąd nic nie zostało powiedziane na temat wpływu transformacji modelu
na czynnik błedu występującego w oryginalnym modelu. Jeśli chcemy wykorzystać regresję
liniową do analizy modelu po transformacji modelu regresji liniowej musimy zapewnić aby
błąd pojawiał się jako dodatkowy składnik dodawany do pozostałych czynników. Na przykład,
w przypadku (4) gdy weźmiemy pod uwagę efekt losowy, pożądane jest aby maiał on postać

Y = β1 + β2Z + u.

To oznacza, że oryginalny model przed transformacją powinien mieć postać

Y = β1 +
β2
X

+ u.

W tym konkretnym przypadku, jeśli prawdą jest, że w pierwotnym równaniu czynnik loso-
wy jest addytywny i spełnione są pozostałe załóżenia modelu regresji liniowej to również po
transformacji będą one spełnione. Nie ma problemu więc problemu. Przyjmijmy teraz, że po-
czątkowy model to (5), czyli model opisany równaniem

Y = β1X
β2 .

Gdy przyjmiemy, że model regresji po linearyzacji z addytywnym czynnikiem losowym jest
postaci

log Y = log β1 + β2 logX + u,

to oznacza, że oryginalny model przed transformacją powinien być postaci

Y = β1X
β2ν,

z multiplikatywnym czynnikiem loswym ν, dla którego log ν = u. Stąd uzyskanie addytywne-
go składnika zakłócającego w równaniu regresji dla tego modelu wymaga multiplikatywnego



składnika zakłócającego w pierwotnym równaniu. Dodatkowo jeśli u ma mieć rozkład normal-
ny to log v musi mieć również rozkład normaly, co oznacza, że ν musi mieć rozkład rozkład
logarytmicznie-normalny. Możemy jeszcze sprawdzić co by się stało, gdybyśmy przyjęli, że
czynnik losowy w pierwotnym równaniu jest addytywny, a nie multiplikatywny. Zauważmy, że
jeśli wyjsciowy model ma postać

Y = β1X
β2 + u,

to po zlogarytmowanu otrzymamy wyrażenie

log(β1Xβ2 + u),

co nie prowadzi do linearyzacji.
W tej sytuacji aby dokonać estymacji parametrów wyjściowego modelu jesteśmy zmuszeni
skorzystać z regresjii nieliniowej.

1.3 Zadania

Zadanie 1. Załóżmy, że model regresji liniowej dopasowany do zależności pomiędzy logaryt-
mem zmiennej objaśnianej Y i logarytmem zmiennej objaśniającej X ma postać:

log Ŷ = β̂1 + β̂2 logX.

Niech X? = µX, gdzie jest µ stałą, i załóżmy, że dopasowaliśmy model regresji liniowej, w
którym zmienna objaśnainą jest log Y, natomiast zmienną objaśniajacą jest logX?.Określ,
w jaki sposób współczynniki tak zdefiniowanego modelu regresji są powiązane z wartościami
współczynników w oryginalnym modelu. Sprawdz, że wariancje estymatorów β?2 i β2 są sobie
równa oraz, że statystyki R2 i (R?)2 są takie same.

Zadanie 2. W celu wyjasnienia pewnego zjawiska zaproponowano dwa modele regresji
liniowej:

log Y = β1 + β2 logX + u,

oraz
log

Y

X
= α1 + α2 logX + u,

gdzie u jest czynnikiem zakłócającym. Oznaczmy odpowiednio przez y = log Y, x = logX
i z = log Y

X
. Przy użyciu tej samej n elementowej próbki, metoda najmniejszych kwadratów

dopasowujemy oba modele do danych.

ŷ = β̂1 + β̂2x, oraz ẑ = α̂1 + α̂2x.

• Wykaż, że β̂2 = α̂2 + 1.

• Wykaż, że β̂1 = α̂1.

• Uzasadnij, że dla dopasowananych wartości ŷi i ẑi oraz warości xi, i = 1, 2, ..., n, zachodzą
następujące związki ŷi − xi = ẑi.

• Uzasadnij, że reszty dla obu modeli regresji są takie same.

• Uzasadnij, że ochylenia standardowe dla β̂2 i α̂2 są takie same.

• Wyjaśnij, czy wartość R2 będzie taka sama w przypadku obu modeli regresji.



Zadanie 3. Badacz ma dane na temat UMIEJĘTNOŚCI, mierzonej wydajnością pracy, oraz
DOŚWIADCZENIA, mierzonego latami pracy, dla próbki osób w tym samym zawodzie. Przy-
puszcza, że zwiazek pomiędzy umiejętnościami i doświadczeniem można dobrze opisać za po-
mocą następujacej relacji:

UMIEJETNOSCI = β1+β2 log(DOSWIADCZENIE)+β3 log(DOSWIADCZENIE2)+u.

Skomentuj taki wybór modelu pod kątem regresji liniowej.


